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1. INTRODUCCION 

El cambio de era protagonizado por el advenimiento de la 

Televisión Digital, evidencia las profundas 

transformacionesque esta nueva tecnología incorpora a 

laexperiencia del usuario, ya que además de entretenersecon 

los contenidos que se difunden por las estacionesde 

televisión, éste tiene la posibilidad de interactuarcon este 

medio de comunicación a través de diferentesaplicaciones y 

modalidades, revolucionando así, elmodelo tradicional de 

mirar televisión. Actualmente,los estándares de transmisión 

de TV Digital adoptadosa nivel mundial permiten el 

transporte ágil de grandesvolúmenes de información, lo que 

propicia la disponibilidadde excesiva oferta televisiva en los 

hogares.Esta sobreoferta de alternativas de entretenimiento 

originará un escenario en el que el usuario se enfrentea una 

amplísima cantidad de programación disponible,que a pesar 
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de contar con una extensa diversidad yentornos de 

interactividad, podría llegar a abrumarincluso al televidente 

más entusiasta. Estas condicionespueden originar que la 

experiencia televisiva se veadegradada paulatinamente y 

evolucione en una tediosae interminable búsqueda de 

programas de entre cientosde opciones. Este contexto 

enmarca un evidente problema que ha favorecido la 

aplicación de Sistemas deRecomendación de Contenido en el 

campo de la TelevisiónDigital, que surgen como un servicio 

que persigue asistir al usuario en la búsqueda y selección de 

la programaciónque mejor se ajuste a sus gustos e intereses 

[1]. 

 

En este artículo se parte de una breve reseña sobre los 

sistemas de recomendación, presentada en la sección 2, enla 

que se menciona su origen y características principales,para 

posteriormente, estudiar los diferentes enfoquesque se han 

propuesto para generar recomendaciones deítems para 

distintos usuarios según sus preferencias particulares,como se 

describe en [22]. A partir de estos enfoques,en la literatura se 

ha establecido la clasificaciónde los sistemas de 

recomendación en dos grandes tipos,como se describe en la 
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sección 2.1. Particularmente, en lasección 2.2 se analiza los 

sistemas de recomendación semánticos con el objetivo de 

establecer la necesidad de lacreación de un entorno de 

evaluación de la influencia delas relaciones entre conceptos o 

propiedades semánticasutilizadas en este tipo de algoritmos 

de recomendacióny con ello la pertinencia de esta propuesta. 

En este sentido,a través de este trabajo se pretende analizar 

cómo eluso de diferentes propiedades semánticas influye 

sobrelas recomendaciones generadas por un SRS. En la 

sección3, se describe el procedimiento planteado, en el que 

seextiende el trabajo realizado en [20] para crear un 

mecanismoque posibilita la evaluación individual y 

colectivade cada propiedad semántica y la cuantificación de 

suinfluencia sobre la reducción del error promedio en 

lasrecomendaciones generadas por el sistema. Los 

resultadosobtenidos se presentan en la sección 4, mientras 

quela sección 5 muestra las conclusiones y planteamientos 

afuturo que han surgido de los resultados obtenidos 

delpresente artículo. 

 

2. SISTEMAS DE RECOMENDACIÓN 

 

Como se mencionó en la sección 1, una vez establecida la 

necesidad de contar con sistemas de recomendación 

enmarcadosen el ámbito de la televisión digital, es 

pertinentemencionar que éstos sistemas se originaron a 

iniciosde los 90, cuando algunas bibliotecas 

norteamericanasemprendieron un mecanismo de generación 

de serviciosde difusión selectiva de contenido. Esta 

selecciónse realizaba en base a segmentos diferenciados por 

valores,preferencias o atributos, y de acuerdo al perfil decada 

usuario suscrito al servicio [2]. De aquí en adelante,su uso en 

otros dominios se ha ido ampliando paulatinamente.El 

surgimiento de la web y un manejo de la informacióncon 

características muy similares al empleadoen las bibliotecas, 

propició el surgimiento de sistemas defiltrado de 

información, como herramientas que analizanlos recursos 

disponibles en la web, generalmente en formato XML 

(lenguaje de marcas extensible) y que facilitana los usuarios 

la recuperación de información exclusivamentede su interés. 

Los primeros sistemas de recomendación evolucionaron de 

los grupos de noticias o newsgroups y su uso se haconvertido 

en una necesidad que se robustece con eltranscurso del 

tiempo y el incremento de las fuentes deinformación 

disponibles a nivel global. Un ejemplo clarode ello se 

evidencia en las grandes corporaciones, queemplean sistemas 

de recomendación como instrumentosde mejoramiento de sus 

mecanismos de difusión aplicadosen múltiples campos y 

contextos, con el objetivo depersonalizar la información 

transmitida a sus clientes yasí conservar su interés en un tipo 

de programación específica.Los autores Luigi Ceccaroni y 

Xavier Verdagueren [3] describen un sistema de 

recomendación basadoen contenido, con un modelo de 

dominio con semánticaformal de televisión digital orientado 

principalmente atelevidentes y a usuarios de computadores 

personales ymóviles en el que se analiza la motivación del 

empleo deestos sistemas desde la perspectiva comercial. 

 

Hoy en día, los sistemas de recomendación son ampliamente 

utilizados en múltiples disciplinas, incluyendoámbitos 

relacionados al entretenimiento, el turismo yhasta el 

comercio electrónico. Un ejemplo particular esel caso de 

Amazon1, que emplea un SISTEMA DE 

RECOMENDACIÓN-SDR- basado en el historial de 

compras,búsquedas y navegación de cada usuario. Esta es 

unaherramienta fundamental para los proveedores en 

línea,como se menciona en [4]. 

 

Un sistema de recomendación, busca pre-seleccionar o inferir 

el interés que un usuario podría tener en algún ítemen 

particular, para lo cual, predicen la valoración o 

calificaciónque un usuario otorgaría a dicho ítem antes de 

queel usuario lo haga [1]. Esto le permite crear listas 

ordenadasde preferencias basadas en los intereses del 

propiousuario, que le son presentadas a manera de 

recomendacionesa través de una plataforma de 

comunicación. 

 

2.1 Tipos de Sistemas de Recomendación 

 

Paul Kantor [1] distingue los sistemas de recomendación 

tanto en aplicaciones prácticas como en la literatura segúndos 

tipos fundamentales: 

 Sistemas de Recomendación de Filtrado 

Colaborativo o sociales. 

 Sistemas de Recomendación basados en Contenido. 

Adicionalmente, la literatura suele contemplar la sinergia de 

dos de estas disciplinas para definir enfoques híbridosque 

combinan las mejores características de cada tipo de sistema, 

según se describe en [5]. 

 

2.1.1 Sistemas de Recomendación de Filtrado Colaborativo 

 

Para realizar las recomendaciones, estos sistemas 

buscanrelaciones de similaridad agrupando a usuarios 

conpreferencias similares, y así deducir sus preferencias[11, 

5]. La importancia de un ítem es calculada basándose en 

calificaciones provistas por otros miembros pertenecientesal 

grupo del usuario activo, por ende, utilizandoinformación de 

usuarios con características similaresy dándole muy poca 

importancia al contenido de unítem como tal [6]. Los ítems 

con valoraciones altas seránrecomendados a usuarios 

similares también conocidoscomo vecinos cercanos. Este es 

el enfoque conocidocomo filtrado colaborativo basado en 

usuarios: user-basedcollaborativefiltering.Dentro de este tipo 

de sistemas, también se cuenta conel enfoque basado en los 

ítems: item-basedcollaborativefiltering, en el que el filtrado 

colaborativo se basa enlas similaridades entre los patrones de 

clasificación deelementos, y se recomienda al usuario ítems 

similares aaquellos sobre los que demostró interés en el 

pasado [12]. 

 

Limitaciones 

 

1. Problema de las valoraciones dispersas: 
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También conocido como sparsityproblem, ocurre 

cuando no se tiene información o ésta es 

insuficientepara poder estimar las relaciones 

necesarias entreítems o usuarios en los sistemas de 

filtrado colaborativo.Este problema suelepresentarse 

en forma deítems que rara vez son recomendados a 

los usuarios[6]. 

 

2. Arranque en frío (nuevos usuarios y nuevos ítems): 

Cuando se registra un nuevo usuario, éste tiene que  

calificar muchos ítems antes de que el sistema 

puedahacer recomendaciones acertadas, al principio 

elusuario recibirá recomendaciones pobres debido a 

lapoca valoración de los ítems [5] [7]. Para 

identificareste problema se utiliza el término 

coldstart. 

 

3. Problema de la oveja gris: 

Que se caracteriza por la dificultad de proveer 

buenas recomendaciones para personas que estén en 

lafrontera de dos tipos de preferencias o que 

tengangustos muy dispersos, por lo que no se 

pueden beneficiardel filtrado colaborativo. En 

términos de lossistemas de recomendación estos 

usuarios reciben elapelativo de grey sheep. 

 

4. Efecto portafolio (Poca diversidad): 

Esta limitación se conoce globalmente como 

portfolio effect. En este caso el sistema sólo 

recomendará losítems más populares. Por lo tanto, 

los ítems nuevosque ingresen tendrán muchos 

problemas para ser recomendados,así sea la mejor 

opción para el usuario.En [19], se establece que este 

problema conlleva quelos mismos ítems o ítems 

idénticos se recomiendan aun mismo usuario. 

 

2.1.2 Sistemas de Recomendación Basados en el Contenido 

 

Estos sistemas clasifican los ítems de acuerdo a sus 

características y a las preferencias de cada usuario, sintomar 

en cuenta las preferencias de otros usuarios delsistema. Por 

ejemplo: un usuario que denote interéspor películas de acción 

tiene una probabilidad mayorde recibir recomendaciones de 

películas dentro en esemismo género. 

Para la evaluación de un ítem, el sistema se basa en 

calificaciones anteriores realizadas por el usuario sobre 

ítemscon características similares, cada una de ellas 

respondea un esquema de ponderación y tiene asignada un 

pesorespectivo, proporcional a su importancia relativa. Parala 

descripción de un ítem generalmente se usan etiquetas(tags) o 

palabras claves. En la estimación de la predicciónen la 

valoración de un ítem, los sistemas de recomendaciónbasados 

en el contenido usan mayoritariamentemodelos heurísticos, 

técnicas de aprendizaje de máquina(machine learning), 

estadística, modelos de aprendizajey redes neuronales [8]. 

 

Limitaciones 

 

1. Análisis restringido de contenidos: 

Los sistemas de recomendación basados en 

contenidos están restringidos a las características 

explícitamenteasociadas con los ítems a ser 

recomendados,por lo tanto, la efectividad de estos 

algoritmos dependede que tan bien estén descritos 

los ítems en el sistema. Es decir, que para lograr una 

buena recomendaciónes necesario tener muchos 

metadatossobre los ítems [9]. 

 

2. Sobre-especialización del contenido: 

Estos sistemas únicamente recomiendan ítems 

similares a los ya valorados por el usuario, así por 

ejemploun usuario sin experiencia en películas de 

drama,nunca obtendrá una recomendación de una 

películade drama [10]. Este problema se conoce 

como overespecialization. 

 

3. Arranque en frío (problemas con los nuevos 

usuarios): 

Se produce un caso muy similar a aquel de los 

sistemas colaborativos. Es este caso, se requiere de 

unmínimo número de ítems valorados para que el 

sistemapueda establecer relaciones entre ítems. 

 

2.2 Sistemas de Recomendación Semánticos 

 

Los sistemas de recomendación semánticos (SRS) se 

enmarcan dentro de los sistemas de recomendaciónbasados 

en contenido, y como se menciona en [12], basansu 

desempeño en una base de conocimiento definidaa través de 

un mapa conceptual, una ontología –unaconceptualización 

formal de un dominio determinado–[24]. 

 

Comúnmente, los SRS requieren del modelamiento de los 

perfiles de usuario para obtener información y creardatos que 

serán usados para la recomendación, comose menciona en 

[23]. Así, los perfiles de usuario seconvierten en un pilar 

fundamental de un SRS con el finde obtener un filtrado más 

preciso. Con este objetivo enmente, los perfiles de usuario 

son enriquecidos medianteherramientas de la Web Semántica 

y el uso de ontologíascomo un riguroso esquema conceptual 

basado en ciertotipo de etiquetas, dentro de uno o varios 

dominios; esto,con la finalidad específica de facilitar la 

comunicaciónde información entre diferentes sistemas y 

entidades.Existen varios lenguajes ontológicos que se 

emplean enel desarrollo de estos sistemas, entre los que se 

puedemencionar: Marco de Descripción de Recursos 

(ResourceDescription Framework - RDF) y Lenguaje de 

OntologíasWeb (Web OntologyLanguage - OWL). 

Adicionalmentey en el dominio de la televisión digital, las 

guías deprogramación televisiva pueden también 

enriquecersea través de procedimientos como el propuesto en 

[21]y alimentar algoritmos de recomendación de 

inferenciasemántica. 

 

Alrededor del mundo se han desarrollado múltiples enfoques 

y plataformas de recomendación basados entecnologías 

semánticas, entre los cuales se puede mencionarel Modelo 

deWang y Kong [13], que es un sistemade recomendación 
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que utiliza un modelo ontológico paracalcular la correlación 

entre ítems. En [25] se presentaun algoritmo muy similar al 

utilizado en [13], en el quese destaca el uso de dos 

ontologías: una para describirlos ítems a recomendar y otra 

que describe el perfil delusuario, con el objetivo de inferir 

información implícitaque ayude obtener recomendaciones 

más precisas. Porotra parte cabe mencionar el sistema de 

recomendacióndesarrollado por Victor Codina [14], quien 

propone unaarquitectura que mantiene el mecanismo de 

recomendaciónseparado del dominio de la aplicación para 

asílograr independencia del dominio. Con este enfoque, 

laaplicación en un dominio específico presenta un listado de 

ítems que deben personalizarse y que se anotan en base a una 

estructura conceptual jerárquica de la ontologíadel dominio, 

que al mismo tiempo se comparte con elmecanismo de 

recomendación. Esto le permite recolectar información del 

usuario mientras éste interactúa conaplicaciones web. 

 

Un sistema de recomendación basado en tecnologías 

semánticasampliamente analizado en el estado del arte, 

esAVATAR, desarrollado por Yolanda Blanco Fernández 

yotros, documentado ampliamente en [15], [16] y [17]. 

Estemodelo, recomienda al usuario ítems semánticamente 

relacionadosa aquellos fueron de su agrado en el 

pasado.Entre las principales características de esta 

implementaciónse pueden citar, como se describe en [17]: 

 

 Explora la base de conocimiento buscando las 

relaciones escondidas entre las clases e instancias 

definidas más allá de las métricas de similaridad 

tradicionales de naturaleza sintáctica. 

 Emplea una metodología que asegura la relevancia 

de las relaciones encontradas acorde al perfil del 

usuario, asegurando su evolución en el tiempo y así 

garantizando la diversidad de las recomendaciones. 

 Es independiente del dominio de la aplicación. 

 

Finalmente, se analiza brevemente el SRS desarrollado por 

Sotelo R., Juayek M y Scuoteguazza A., cuya 

documentaciónse encuentra en [12, 20] y cuyo algoritmo 

hasido utilizado como base para la implementación del 

SRSde este proyecto, y que se ha extendido agregándole 

funcionesque permiten la evaluación de la influencia de las 

propiedades semánticas. En su propuesta, los autores 

implementanun SRS que sigue los lineamientos del 

sistemaAVATAR [15] y en [12] comparan los resultados 

obtenidosa través del análisis semántico con aquellos 

obtenidosa través de sistemas de filtrado colaborativo 

basadosen usarios e ítems, concluyendo que el 

modelamientosemántico provee mejores resultados, 

particularmentepara items con calificaciones entre 4 y 5 en la 

escala 1-5. 

 

Este sistema se basa en la deducción de asociaciones 

semánticas resultantes del análisis de las propiedades 

formalizadasen la ontología considerada, identificando 

así,secuencias de propiedades establecidas como clases quese 

interconectan a través de propiedades comunes. Porotra parte, 

las preferencias de cada usuario se modelanempleando una 

ontología que incluye las películas que elusuario ha visto, su 

descripción semántica y la calificaciónotorgada, nombrada 

como Nivel de Interés (Degreeof Interest - DOI) para este 

contexto. El DOI asignado aun ítem, varía entre 1 y 5 para 

reflejar un menor o mayorinterés en una película 

respectivamente. Dado que las característicassemánticas de 

una película, permiten por suparte encontrar relaciones entre 

diferentes ítems, ésta implementaciónincorpora un 

mecanismo de propagacióndel DOI de un ítem particular 

hacia sus propiedades semánticas(este mecanismo de 

propagación es el mismoque se ha propuesto en AVATAR), 

permitiendo así obtener el DOI de nuevos ítems a partir de 

los DOI de sus propiedadessemánticas compartidas con ítems 

previamenteevaluados por el usuario. 

 

1. PROCEDIMIENTO DE EVALUACIÓN 

 

El sistema propuesto, apunta a crear un entorno para la 

evaluación del impacto de la inclusión de diversas 

propiedadessemánticas y sus combinaciones, en la 

estimaciónde las predicciones generadas por un sistema de 

recomendaciónsemántico en el contexto de la televisión 

digital.Para el efecto, y como se mencionó en la sección 

2.2,se ha utilizado como algoritmo núcleo el sistema de 

recomendaciónsemántico desarrollado por Sotelo, Juayek, 

yScuoteguazza [12, 20]. 

 

3.1 Preparación del Algoritmo 

 

El algoritmo base del proyecto, se modificó para que sea 

capaz de recibir como entrada una cadena de 

textoconteniendo las propiedades semánticas involucradasen 

la estimación de la predicción. Las propiedades de entrada 

para las cuales se adaptó el algoritmo son:Género (Genre), 

Actor (Actor), Escritor (Writer), Director (Director) y 

adicionalmente (por las razones expuestas en la sección 3.3), 

la calificación de la película obtenidade IMDB (Internet 

Movie Data Base). 

 

El algoritmo analiza las propiedades ingresadas y calculala 

predicción para la película buscando solamente elDOI del 

concepto deseado utilizando la ontología de losusuarios. Un 

ejemplo de cadena de entrada puede ser elsiguiente: “Genre, 

Actor, Director, Writter, IMDB”, parala cual, el sistema 

analiza e identifica las propiedadesingresadas para 

encontrarlas en la ontología del usuarioanalizado. Si por 

ejemplo la cadena indica la presenciade la propiedad “Actor” 

la estimación del DOI se realizapara todos los actores de la 

película que se requierecalificar y el algoritmo devuelve el 

valor promedio detodos los DOI encontrados. 

 

Todas las propiedades semánticas son procesadas de la 

misma manera, se emplea el DOI de cada una para calcularun 

promedio y se obtiene la calificación deseada para la película. 

El modelo matemático que describe detalladamenteesta 

operación se presenta en la sección 3.4. 

 

3.2 Arquitectura del Sistema 
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La figura 1 muestra la arquitectura del sistema de 

recomendaciónsemántico (SRS) propuesto; en ella se 

distingueel algoritmo núcleo (corealgorithm: desarrollado 

en[12] y cuyas adaptaciones se describen en la sección 

3.1)como elemento central de una arquitectura modular alque 

se han agregado una serie de componentes orientados a 

mejorar la precisión de las predicciones generadas por el 

algoritmo y al mismo tiempo, establecer una plataforma 

flexible de evaluación. Además puede observarse,que el 

sistema recibe como entradas principales, lasontologías del 

usuario y de películas (ítems en general yorientados al 

contexto de televisión digital) para produciruna 

recomendación a la salida, representada como elDOI del 

usuario en un ítem específico. 
 

 
Figura 1. Arquitectura del Sistema 

 

El SRS incluye cuatro módulos que incorporan funciones e 

información adicionales al algoritmo núcleo: 

 

1. Información de estereotipos: Stereotypical-

basedInformation 

2. Mecanismo de ponderación para cada propiedad 

semántica:SemanticPropertiesweightingmechanism 

3. Selector de propiedades semánticas: 

SemanticProperties selector 

4. Componentes externos no-semánticos: 

Externalcomplementary data: 

 

Las funciones de cada uno de estos módulos se detallan en 

las siguientes secciones. 

 

3.3 Módulos del Sistema 

 

3.3.1 Información de Estereotipos 

 

Este módulo busca solventar el problema del Arranque enfrío 

expuesto en la sección 2.1.2, en el que los usuarios 

recientesdel sistema o aquellos que cuentan con un 

númerobajo de calificaciones se enmarcan dentro de un 

“estereotipo”,para el cual, se generan recomendaciones 

dirigidasa todos los miembros del grupo en función de sus 

característicascomunes reales tales como su género y rangode 

edad. El módulo contempla catorce estereotipos diferentes: 

un grupo para cada género, y éstos a su vez, sesubdividen en 

siete rangos de edades (menor a 18, 18-24,25-34, 35-44, 45-

49, 50-55, 56+). Este esquema de estereotipadobusca evaluar 

el comportamiento del SRS tras la suposición que individuos 

del mismo género y con edadescercanas tienen preferencias 

televisivas relativamentesimilares. 

 

3.3.2 Mecanismo de Asignación de Pesos para cada 

Propiedad Semántica 

 

En la obtención de la predicción de un ítem, el resultadode 

cada propiedad semántica (Género, Actores, Directores, etc.) 

se ajusta mediante una determinada ponderación,orientada a 

incorporar un mecanismo de calibracióny evaluación que 

permita determinar la relevancia de laspropiedades en el 

cálculo de la predicción. 

 

3.3.3 Selector de Propiedades Semánticas 

 

Los contenidos audiovisuales pueden contener 

tantaspropiedades como se desee, sin embargo, el utilizar 

todaslas propiedades disponibles en un SRS no 

necesariamentecausará que las predicciones obtenidas sean 

más precisase incluso, podrían reflejar una degradación de 

los resultados.Con el objetivo de analizar la influencia de la 

inclusiónde las propiedades semánticas más comunes 

presentesen este tipo de contenidos en el SRS, se propone 

laincorporación de un módulo que permita elegir desde 

1hasta n propiedades semánticas como entradas del 

algoritmonúcleo y así, obtener resultados con cualquier 

tipode combinación que se desee evaluar. 

 

3.3.4 Componentes Externos No-semánticos 

 

Para la incorporación de este módulo, se parte de lapremisa 

de que una predicción obtenida mediante unSRS, puede 

mejorarse mediante información externa no necesariamente 

de naturaleza semántica. Para ello,se plantea incrementar la 

precisión de las prediccionesgeneradas por el SRS al 

combinar sus resultados coninformación externa, tal como 

aquella extraída de la basede datos IMDB (Internet Movie 

Data Base) u otras fuentessimilares. Por ejemplo, una 

película catalogada en IMDBgeneralmente tiene una 

calificación promedio o (average rating) obtenida de entre las 

valoraciones otorgadas pormiles de usuarios registrados, por 

lo que puede asumirse como un indicativo estable que 

potencialmente,aportaría positivamente a la precisión del 

sistema derecomendación. 

 

El SRS se desarrolló en JAVA, el cual está basado en la 

programaciónorientada a objetos. Para la gestión de datosse 

utilizó el Sistema Gestor de Base de Datos (SGBD) deuso 

libre MYSQL. Para la interacción con la web semántica se 

utilizó JENA SEMANTIC WEB FRAMEWORK, quecuenta 

con librerías para java y herramientas para interactuarcon los 

datos de la web semántica (RDF, OWL,SPARQL) bajo una 

licencia de software libre APACHE LICENSE. 
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3.4 Cálculo de las Predicciones 

 

La ecuación (1) refleja el modelo matemático que describeel 

cálculo de la predicción P dado un usuario u para unapelícula 

m: P(u,m) 

𝑃  𝑢, 𝑚 =  
1

𝑛
 ∙   

𝐷𝑂𝐼    𝐺𝑒𝑛𝑒𝑟𝑜𝑠  𝑢 ,𝑚

𝐾

𝐾
𝑔−1

 𝑛−1−𝑏 

𝑛
+ ∙

 
𝐷𝑂𝐼   𝑃𝑟𝑜𝑝𝑖𝑒𝑑𝑎𝑑  𝑢 ,𝑚

𝐿
+  

1

𝑛

𝐿
𝑝−1 ∙ 𝑏 ∙  

𝑅𝐼𝑀𝐷𝐵 (𝑚)

2
 (1) 

 

Donde: 

 

 n representa el número total de las propiedades 

usadas en el algoritmo, donde únicamente se toma 

en cuenta las propiedades que existen , es decir 

aquellas con un DOI ̸= 0. 

 K corresponde al número de géneros asignados al 

ítem analizado.  

 L representa en número de propiedades semánticas 

con un DOI disponibles para el ítem analizado. 

 RIMDB representa la calificación del ítem obtenida 

desde IMDB. 

 b corresponde a una constante relacionada a la 

existencia de una calificación para el ítem en IMDB: 

b = 1, si el ítem tiene una calificación en IMDB, y; 

b = 0, en caso contrario. 

 

La ecuación se divide en tres términos: el primero 

corresponde al promedio del DOI de la propiedad géneros, 

yaque cada ítem puede tener uno o más (K) valores de 

género,por ejemplo un programa o película puede 

simultáneamentepertenecer a romance y comedia. El segundo 

términoequivale al promedio de los DOI de todas las 

propiedadesrestantes que tenga la película (Actor, 

Director,etc.); como se mencionó anteriormente si alguna 

propiedadtiene un DOI = 0, la contribución de dicha 

propiedades nula. Finalmente, el tercer término correspondea 

la valoración o rating de la película m obtenido desdeIMDB: 

RIMDB(m); factor que se divide para dos ya que IMDB 

maneja una escala de 1- 10, mientras que el SRSpropuesto lo 

hace de 1 - 5. Los tres términos incluyen unfactor del tipo 

1nque posibilita distribuir uniformementela aportación de 

cada propiedad semántica y no semánticaal cálculo de la 

calificación. En el segundo término, elnumerador (n - 1 - b) 

permite obtener el aporte de laspropiedades semánticas 

diferentes del género y de la valoraciónobtenida mediante 

IMDB (si es que existe: lo quequeda determinado por la 

constante b). 

 

4. EXPERIMENTACIÓN Y RESULTADOS 

PRELIMINARES 

 

En esta sección se detallan los experimentos realizados y la 

naturaleza de los datos involucrados en cada uno. 

 

4.1 Origen de los Datos 

 

Para la realización de las pruebas se utilizó la base de datos 

de MovieLens [18], que contiene 6040 usuarios, 

3952películas y más de un millón de ratings, en la que 

cadausuario tiene al menos 20 películas calificadas, llegandoa 

haber usuarios con un historial de calificaciones demás de 

1000 películas. La base de datos consta de 3 archivos,el 

primero contiene la información concerniente a las3952 

películas, cada película contiene un número, un código de 

película, su título y sus géneros (acción, comedia,drama, 

etc.). El segundo archivo contiene la informaciónde los 

usuarios, cada usuario está descrito por un código,su sexo, su 

edad, su ocupación y un código zip; paraeste estudio se 

tomará en cuenta únicamente el códigodel usuario. Las 

demás características serán tomadas encuenta para 

experimentos futuros de clasificación y recomendaciónpor 

estereotipos. El tercer archivo contiene lainformación de las 

calificaciones de los usuarios sobre laspelículas, por cada 

registro se tiene el código del usuario,el número de la 

película y la calificación que obtuvo esapelícula por dicho 

usuario. Todas las calificaciones estánen un rango de 1 a 5 

siendo 5 la máxima calificación. 

 

4.2 Preparación de los Datos 

 

En primer lugar se seleccionó un grupo de usuarioscon el 

mayor número de calificaciones, asegurando queal menos 

100 usuarios igualen o superen ese número;el número base 

encontrado fue de 825 calificaciones.Finalmente se obtuvo un 

conjunto de 102 usuarios, cadauno con más de 825 películas 

calificadas.Se identificaron dos conjuntos disjuntos de datos: 

un conjuntoo set de entrenamiento y otro de prueba. Por 

cadausuario, del conjunto de películas calificadas, se 

eligieronpelículas para cada set en base a dos criterios: 1) las 

películasdel set de prueba no pueden estar presentes en elset 

de entrenamiento y 2) las películas del set de prueba deben 

tener al menos una propiedad semántica en común(a manera 

de una función heurística) con las películasdel set de 

entrenamiento. Estas dos condiciones aseguranque en el 

momento de realizar la prueba no ingresendatos no 

vinculados con las preferencias del usuariorepresentadas en 

la ontología, y además, que no ingresendatos que se hayan 

sometido al entrenamiento y que puedanafectar de una 

manera u otra en los resultados. 

Finalizado este proceso, se obtuvieron dos archivos: 

unodestinado para entrenamiento, que contiene 102 

usuarioscon un promedio de 580 películas calificadas 

cadauno, y otro archivo para test, con los mismos 

usuariospero con un promedio de 255 películas calificadaspor 

cada uno. Ninguna combinación de usuario-película-

calificaciónestán repetidas dentro de los archivos ni 

incluidaen ambos. 

 

4.3 Creación de las Ontologías de Usuarios 

 

A partir del archivo de usuarios, se utiliza el 

algoritmooriginal de [12, 20] para el entrenamiento y la 

creaciónde las ontologías que describen los intereses del 

usuario.Dentro de cada archivo se puede encontrar en 

formatoRDF, la descripción semántica de todos los recursos 

queson de interés para el usuario, como actores, 

directores,escritores o las películas completas. Cada recurso 
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cuentacon su respectivo DOI el cual ha sido obtenido 

mediantela propagación de las calificaciones de las películas. 

El sistemaobtiene la información semántica correspondiente 

acada película que el usuario calificó y la anota en una 

ontologíapreliminar, agregando como una propiedad 

adicionalla calificación que el usuario otorgó para esa 

película.Con esta ontología, se procede a la propagación del 

DOI según se describe en [15], fase en la que el 

sistemacompleta la ontología incluyendo el nivel de interés 

paracada concepto (Actores, Directores, Escritores, 

Géneros).El DOI es calculado a partir de la calificación que 

el usuarioasignó a la película. 

 

4.4 Experimentación 

 

En esta etapa, se introdujeron al sistema 8 

combinacionesdiferentes de propiedades semánticas en igual 

númerode pruebas, la propiedad Género (Genre) se incluyóen 

todas las pruebas ya que es la única propiedadque tiene un 

DOI en las ontologías de todos los usuarios.Los resultados 

obtenidos se exponen a continuación: 

 

Al introducir la cadena “Genre”, el sistema busca 

únicamentela propiedad del género en las ontologías. Así, 

serealizaron pruebas con las combinaciones de Género, 

Actor;Género, IMDB; Género, IMDB, Actor; Género, 

Actor,Director; Género, Actor, Director, Escritor; Género, 

Actor,Escritor; Género, Actor, Director, Escritor, IMDB. 

Lafigura 2 muestra los resultados para cada una de los 

experimentos realizados, concretamente graficando el 

errorpromedio por todos los usuarios o MAE (siglas en 

inglésde Mean Average Error). Este error mide la diferencia 

entrela calificación obtenida por el sistema y aquella 

registradapor cada usuario en el set de prueba, según se 

defineen la ecuación (2): 

 

𝑀𝐴𝐸 =  
1

𝑛
∙   𝑃𝑢 ,𝑖 − 𝑅𝑢 ,𝑖 

𝑈 ,𝐼
𝑢 ,𝑖 (2) 

 

Donde: 

 

 U corresponde al conjunto de los usuarios 

examinados. 

 I corresponde al conjunto de ítems evaluados. 

 N corresponde al total de ratings comparados 

 P corresponde a la predicción obtenida por el 

sistema. 

 R corresponde a la calificación otorgada por el 

usuario. 

 En la figura 2 se muestra un gráfico del MAE por 

cada usuario, en cada una de las pruebas efectuadas. 

 

4.5 Análisis de Resultados 

 

Como se puede observar en la figura 3, la prueba que 

involucra únicamente la propiedad género, refleja un error 

promedio del 21.6% en la estimación de las predicciones, que 

en una escala del 1 al 5 representa un error promedio de 1.08 

puntos; Al introducir la propiedad actor, el error se reduce en 

un aproximado del 4% llegando así a obtener un error del 

17.5 %, que representa 0.87 puntos en la escala del 1 al 5. A 

medida que se siguen agregando propiedades semánticas, el 

error tiende a reducir aunque en menor proporción. 

 

 
Figura 2. Promedio de error de todos los usuarios en cada una de las 

pruebas. 

 

 
Figura 3. Error promedio de cada usuario en cada una de las 

pruebas. 

 

Se puede observar también que cuando se utiliza 

trespropiedades semánticas, incluyendo la propiedad actor,se 

obtiene un error menor que al ejecutar el experimentocon 

igual número de propiedades semánticas sin incluira la 

propiedad actor. Los resultados sugieren que estapropiedad 

aporta en mayor medida a la reducción delerror que las otras 

propiedades del ítem analizado,sin tomar en cuenta la 

propiedad género ya que comose mencionó anteriormente, se 

utiliza para todas laspruebas. Por otra parte cuando se 

introduce la propiedadIMDB el error tiende a reducir 

ligeramente en todoslos casos, aunque este cambio parece ser 

mínimo encomparación con la reducción originada por las 

otraspropiedades. De ello se puede concluir que el aporte 

deinformación de carácter no-semántico en la estimaciónde 
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las predicciones, no es tan significativo como lo es elaporte 

de las propiedades semánticas. 

 

Los picos y singularidades en la figura 3, reflejan casos 

particulares de usuarios con gustos dispersos (problemade la 

oveja gris, según se comentó en la sección 2). 

 

5. CONCLUSIONES Y TRABAJO A FUTURO 

 

Este trabajo describe la evaluación de la influencia delas 

propiedades semánticas involucradas en la estimaciónde 

predicciones generadas por un sistema derecomendación 

semántico SRS. Debido a este análisises posible determinar 

qué propiedades semánticas o combinaciones de ellas 

influyen mayormente a mejorarla precisión de las 

recomendaciones, y con ello,establecer la necesidad de 

incluirlas como informaciónasociada a los ítems a 

recomendar, que en el contextode este proyecto corresponden 

a programas de televisión. 

 

El procedimiento propuesto toma como sistema base el 

algoritmo de recomendación documentado en [12, 20].Dados 

los resultados preliminares se puede concluir 

experimentalmente que un SRS genera prediccionesmás 

precisas a medida que se incrementa el número 

depropiedades semánticas consideradas en el 

algoritmonúcleo: particularmente, el menor MAE se 

obtienecuando se emplea todas las propiedades 

disponibles(Género, Actores, Directores y Escritores) 

incluyendo unapropiedad no semántica (ratings-IMDB). Los 

primerosdescubrimientos muestran que al combinar la 

propiedadGénero con cualquier otra propiedad semántica, el 

errortiende a disminuir alrededor de un 19 %, lo que 

indicapreliminarmente, que puede conseguirse una mejora 

sustancial sí al menos se utilizan dos propiedades 

semánticasen el algoritmo. 

 

Para todas las pruebas realizadas se utilizó un esquema en el 

que cada propiedad semántica involucrada en elcálculo de las 

predicciones aporta exactamente el mismopeso, logrando con 

ello un mecanismo que posibilitaevaluar diferentes 

combinaciones de propiedades en elque matemáticamente 

todas tienen la misma importancia.Se espera que una 

asignación no uniforme de pesosa las propiedades semánticas 

utilizadas en la estimaciónde las predicciones generadas por 

el SRS, influya en laprecisión que se puede obtener en el 

SRS. Se requierede investigación adicional que permita 

determinarmecanismos automáticos de ponderación que 

posibilitenminimizar el MAE y encontrar la combinación 

óptimade coeficientes en la ecuación (1), los mismos que 

correspondena los pesos asignados para el aporte de 

cadapropiedad semántica. 

 

El trabajo a futuro se enfocará en la implementación de 

mecanismos similares de selección de propiedades enotros 

algoritmos de recomendación presentes en el estado del arte y 

que utilicen tecnologías semánticas, con elfin de comparar 

los resultados y establecer con más precisiónla influencia de 

cada concepto o propiedad semánticaen las predicciones 

generadas por un SRS sobre lascalificaciones o ratings 

otorgadas por los usuarios a unítem determinado. 

Una futura versión del sistema, prevee incluir un 

enriquecimiento de perfiles de usuario por medio de las 

redessociales (Facebook, Twitter, etc.) siguiendo los 

lineamientosdescritos en [23], para incluir información 

adicionalde carácter explícito en las ontologías de usuariotal 

como gustos sobre los actores, escritores, etc, que puede 

ponderarse con un peso mayor en la estimación de 

laspredicciones dada su condición de información 

explícitaprovista por el usuario. 

 

6. RECONOCIMIENTOS 

 

Esta investigación forma parte del proyecto: “Aplicación de 

Tecnologías Semánticas para Disminuir la Sobrecargade 

Información en Usuarios de TV digital”, financiadopor la 

Dirección de Investigación de la Universidad deCuenca. 
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