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Resumen: Hoy en día, la aplicación de métodos matemáticos y computacionales han permitido revolucionar las
investigaciones relacionadas con la medicina, quimiometria, proteómica y genomica. Algoritmos matemáticos de
minería de datos y aprendizaje de maquina están abriendo las pruebas a nuevas esperanzas en la lucha contra las
enfermedades crónicas como el cáncer, la diabetes, el alzheimer, cirrosis, enfermedades cardiovasculares y enfer-
medades suprarrenales. El presente trabajo presenta una nuevo método de selección y validación de patrones de
biomarcadores aplicados al tratamiento temprano de enfermedades crónicas. La metodología propuesta en este tra-
bajo aborda el análisis de datos procedentes directamente de los instrumentos de medición, hasta la definición de los
patrones de biomarcación. Ésta basa su funcionamiento en la combinación de t–test y Mann–Whitney U test en un filtro
estadístico, el cual define zonas de interés en los espectros de mediciones, luego estas zonas de interés son agrupadas
y reducidas a las características cercanas a la media de cada una de estas, eliminando así la información redundante.
La contribución de este trabajo radica en la estructura de este filtro estadístico, el cual posee una enorme capacidad
de extracción de información a través de cálculos sencillos, en comparación a complejos algoritmos presentados en
trabajos similares. Finalmente las características seleccionadas por este filtro son validadas usando clasificadores de
Adaboost, TotalBoost y LPBoost probados con validación cruzada y pruebas con muestras externas. Los resultados
obtenidos reflejan un rendimiento superior al 95%, además gran robustez en contra del sobreentrenamiento( Overfit-
ting) e infraentrenamiento(Underfitting).

Palabras claves: biomarcador, aprendizaje de máquina, minería de datos, espectrometría de masas, filtro estadístico

Abstract: Today, the application of mathematical and computational methods have revolutionized research related to
medicine, chemometrics, proteomics and genomics. Mathematical algorithms for data mining and machine learning
are opening the doors to new hopes in the fight against chronic diseases like cancer, diabetes, Alzheimer’s disease,
cirrhosis, cardiovascular disease and adrenal diseases. This paper presents a new method for selection and valida-
tion of biomarker patterns applied to early treatment of chronic diseases. The proposed methodology deals with the
analysis of data obtained directly from measuring instruments to defining patterns. It is based on the combination of
t - test and Mann - Whitney U test in a statistical filter. These tests define areas of interest in the spectra of measure-
ments, and then these areas of interest are grouped and reduced the closest feature to the average of each group of
these features, thereby eliminating redundant information. The contribution of this work lies in the structure of the
statistical filter, which has an enormous capacity for extracting information through simple calculations compared to
complex algorithms presented in similar articles. Finally, the features selected by this methodology are validated us-
ing Adaboost, TotalBoost and LPTBoost classifiers tested using cross-validation and testing with external samples. The
obtained results reflect an efficiency greater than 95%, furthermore robustness against overfitting and underfitting.
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1. INTRODUCCIÓN

La Espectrometría de Masas (EM) es una técnica de ad-
quisición de datos muy popular en investigaciones so-
bre enfermedades crónicas1 tales como el cáncer [1–9],
enfermedades suprarrenales [10, 11], diabetes [12–14],
enfermedades cardiovasculares [15], cirrosis [16, 17] y
alzheimer [18]. Su popularidad está basada en la eleva-
da capacidad que esta técnica posee para extraer infor-
mación, además de la facilidad que presenta para ser
integrada a metodologías computacionales de análisis
de conjuntos masivos de datos [19].
Las metodologías computacionales usadas en estas apli-
caciones médicas han recibido un enorme interés por
parte de los investigadores ya que a través de ellas
es posible realizar análisis y experimentación en forma
mucho más exhaustiva que con los métodos tradicio-
nales. La combinación de la estadística, probabilidad y
simulación computacional permiten abordar una canti-
dad de casos de análisis mucho más variada que la ex-
perimentación tradicional de laboratorio.
Mediante esta técnica se realizan mediciones denomina-
das espectros de masa, dichos espectros, para las apli-
caciónes analizadas en este trabajo, proceden del anali-
sis de muestras de fluidos biológicos(FB) como saliva o
suero sanguíneo. Estos FB poseen una cantidad enorme
de información relativa a la presencia de patologías en
el cuerpo humano [28]. Esta información está represen-
tada por biomarcadores (BM), los cuales son substancias
usadas en el análisis y diagnóstico de patologías médi-
cas. Estas substancias tienen la capacidad de indicar la
presencia de un estado patológico, así como también la
respuesta a tratamientos químicos.
Los espectros de masa adquiridos están constituidos
por un vector de valores de intensidades, donde se ex-
presa la abundancia de los iones en fase gaseosa de la
muestra analizada y un vector de las relaciones masa
a radio m/z expresado en thomsons [th]. En la Figura
1 se muestra varias mediciones de un conjunto de da-
tos OvarianCD_PostQAQC.zip, disponible en el Instituto
Nacional del Cáncer de los Estados Unidos.
El proceso de análisis de datos de mediciones de EM pa-
ra la identificación de BM consta básicamente del pro-

cesamiento de datos, selección y validación de patrones
con alto grado de discriminación intergrupal. Una vez
validados estos patrones, la siguiente etapa es traducir-
los a expresiones químicas para que puedan ser utiliza-
dos como herramientas de diagnóstico y en la sintoniza-
ción de péptidos y antigénicos para el tratamiento de las
enfermedades mencionadas anteriormente [20–27, 31].
En este trabajo se presenta una nuevo método para la
identificación de patrones de BM a través de la com-
binación de dos pruebas estadísticas t–test y Mann–
Whitney U test en un filtro estadístico y la eliminación
iterativa de características de las zonas de interes usan-
do por agrupamiento a la media de cada zona reducien-
do la información redundante. Estos resultados son va-
lidados usando tres clasificadores independientes Ada-
boost, TotalBoost y LPBoost. Estos clasificadores son espe-
cialmente robustos contra los efectos del infraentrena-
miento y sobreentrenamiento, además de ser fácilmente
adaptables a este tipo de aplicaciones. Con estas carac-
terísticas se evita caer en la mala interpretación de re-
sultados erroneos y falsos positivos o negativos.
La medición del rendimiento se hace a través de vali-
dación cruzada y pruebas externas usando muestras in-
dependientes que no hayan intervenido previamente en
la modelización de los clasificadores. Esta metodología
presenta resultados prometedores con un rendimiento
superior al 95 % de aciertos en las pruebas realizadas.
Este trabajo se limita a la identificación de los patrones
de biomarcadores, dejando para desarrollos posteriores
su traducción a compuestos químicos y proteínas.
En la siguientes secciónes se describe algoritmicamente
la metodología propuesta en este trabajo, se la pone a
prueba usando dos conjuntos de datos, el primero Ova-
rianCD_PostQAQC.zip del Programa de Proteínica Clí-
nica del Centro para la Investigación del Cáncer perte-
neciente al Instituto Nacional del Cáncer de los Estados
Unidos2 y el segundo Arcene del UCI Machine Learning
Repository. Se analizan y comparan los resultados ob-
tenidos con trabajos anteriores. En la última sección se
plantean posibles extensiones a la investigación presen-
tada y en la parte final se adjunta la sección de conclu-
siones.
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Figura 1. Ejemplo de espectros de mediciones del Conjunto OvarianCD_PostQAQC.zip

1La World Health Organization define una enfermedad crónica como aquella enfermedad de larga duración y progresión lenta.
2http://home.ccr.cancer.gov/ncifdaproteomics/ppatterns.asp

Revista Politécnica - Febrero 2015, Vol. 35, No. 2



Una Nueva Metodología para la Identificación de Patrones de Biomarcación

2. DEFINICIÓN DE LA METODOLOGÍA
PROPUESTA

La metodología propuesta en este trabajo parte del caso
básico de análisis de datos para aplicaciónes de diag-
nóstico médico, un conjunto D formado por los grupos
G1 y G2, donde G1 representa un estado biológico nor-
mal y G2 un estado biológico patológico. Del conjunto
D se extraerán patrones que permitan diferenciar de en-
tre G1 y G2 de forma fiable, estos patrones se validarán
y una vez validados podrán ser usados como biomar-
cadores para la sintonización de proteínas que puedan
ser usadas en el tratamiento de enfermedades. Este tra-
bajo se limita a la definición de los patrones, dejando la
sintetización de proteínas para trabajos futuros.

2.1 Procesamiento de datos

Las mediciones de los grupos {G1, G2} del con-
junto D vienen expresados como conjuntos de
matrices de mediciones de la forma M =
{((m/z)1, i1) , ((m/z)2, i2) , ((m/z)3, i3) , . . . , ((m/z)n, in)},
donde los valores {(m/z)k, ik} ∈ R y 1 ≤ k ≤ n. Debi-
do a la heterogeneidad de las longitudes de las medicio-
nes M, el primer paso a realizar es el procesamiento de
estos datos. El procesamiento de los datos del conjunto
D esta basado en [28–30] y consta de las siguientes eta-
pas: remuestreo, corrección de la línea base, alineación
de las mediciones, normalización y filtrado.
El remuestreo se basa en el concepto procedente del
procesamiento de señales, donde dado una señal dis-
creta en el tiempo, aplicando este concepto se puede
reducir o aumentar su frecuencia de muestreo, en este
caso, esto se entiende como aumentar o reducir la re-
solución de las medición y por tanto los elementos de
cada vector de las mediciones. Para el procesamiento
de datos se asume que las mediciones del conjunto de
datos D vienen definidas por Mm, una matriz forma-
da por dos vectores {Im, (M/Z)m}, dos señales discre-
tas en el tiempo definida como Im = {i1, i2, i3, . . . , in}
y (M/Z)m = {(m/z1) , (m/z2) , (m/z3) , . . . , (m/zn)}
donde el índice n indica la resolución de la medición
y m el número de la medición. Por regla general, en es-
tas mediciones se cumple que la resolución de la me-
dición m − 1 ̸= m ̸= m + 1. El remuestreo tiene como
objetivo estas resoluciones a un valor común de homo-
geneización nh fijando la dimensionalidad del conjunto
de datos D en m × nh.
El algoritmo usado se basa en la combinación de un in-
terpolador de señales, un filtro pasa bajos y un decima-
dor. El interpolador eleva la resolución de las medicio-
nes de un factor n1 > n luego de esto el filtro pasa bajos
atenúa los efectos de aliasing e imaging producidos en
la etapa de interpolación, finalmente el decimador redu-
ce la resolución de un factor n2 < n1. La combinación

de estas dos operaciones permite controlar el factor de
homogeneización a un valor racional n1

n2
según sea ne-

cesario. En esta etapa el factor n1
n2

define a nh. En ciertas
aplicaciónes es necesario reducir la resolución radical-
mente en factores de 10 a 1,sin embargo, en otras apli-
caciónes, es necesario aumentar la resolución en ciertos
segmentos del espectro para realizar análisis más pun-
tuales.

Luego del procesamiento hay que eliminar un ruido tí-
pico presente en estos datos denominado efecto de la
línea de base. Esta anomalía se produce debido a los
contaminantes presentes en la muestra analizada y está
presente en todas las mediciones en el segmento inicial
de la medición. El algoritmo usado en esta etapa estima
una frecuencia mínima de nivel de línea de base usan-
do la frecuencia de las intensidades y el ruido de cada
medición. Una vez estimada esta frecuencia de línea de
base, mediante regresión de estos valores se obtiene un
vector de valores de desplazamientos de línea de base
de cada una de las intensidades de la medición procesa-
da, el cual es finalmente substraído de las intensidades
originales de la medición obteniendo un nuevo vector
Ibc
m×n con el efecto de línea de base ya corregido(bc) sin

alterar su resolución.

Con las mediciones ya homogeneizadas y eliminado de
cada una de estas el efecto de línea base, el siguiente pa-
so a realizar es la alineación de las medidas. La etapa de
alineación de mediciones tiene como objetivo corregir
los errores de calibración de los instrumentos de medi-
da en el eje M/Z. Para esto se fijan picos de referencia
de alineación p = {p1, p2, . . . , pκ}, donde κ para apli-
caciónes prácticas toma valores de 3 ≤ κ ≤ 5∀κ ∈ Z+.
Básicamente en esta etapa se reconstruyen nuevos vec-
tores de intensidades Ialig

m×n tomando como referencia los
picos de mayor intensidad de las mediciones. Esta re-
construcción está basada en uso de funciones de defor-
mación temporal, mediante las cuales se desplazan los
picos no alineados hacia picos de referencia adaptando
su posición en el eje M/Z.

La etapa de normalización complementa a la alineación
de mediciones en la corrección de los errores de cali-
bración de los instrumentos, pero esta en cambio tra-
baja en el eje de las intensidades de abundancia. Esta
etapa tiene como objetivo la reducción de las diferen-
cias de las intensidades de las mediciones del conjunto
D con respeto a un factor de normalización. El proce-
so consiste en identificar las máximas intensidades de
cada una de las mediciones, a las cuales se le asigna-
rá un valor de normalización normM. Luego, todas las
intensidades restantes de las mediciones se normaliza-
rán con respecto a estas intensidades máximas de valor
normM obteniendo el factor de intensidad normalizada
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Inorm
i×n =

Ialig
i×n

max(Ialig
i×n)

× normM. La elección del factor de nor-

malización dependerá de la naturaleza de la muestra
analizada, su valor es esencial para una correcta traduc-
ción de los biomarcadores a proteínas.
La etapa final del procesamiento de las mediciones es el
filtrado del ruido de las mediciones. Si bien una etapa
anterior realizó en parte un filtrado de ruido en la me-
diciones, todas las etapas anteriores al filtrado del ruido
tienden a producir errores que se presentan como una
nueva presencia de ruido en las mediciones. Desde un
punto de vista práctico, este proceso de filtrado tiene co-
mo objetivo suavizar la curva del espectro eliminando la
mayor cantidad de variaciones de carácter aleatorio de

las mediciones. Esta etapa se lleva a cabo usando el fil-
tro de Savitzky–Golay, el cual realiza una regresión po-
linomial de grado α con al menos α + 1 puntos equidis-
tantes, para determinar el valor de cada punto nuevo.
El resultado de la aplicación de este filtro a las medicio-
nes de EM son las mismas mediciones pero suavizadas,
conservando su dimensionalidad.

La aproximación calculada a través de este filtro tien-
de a conservar las distribuciones originales de los datos
filtrados, lo que significa que los puntos máximos y mí-
nimos relativos o picos no se ven alterados. El proceso
total del procesamiento de las matrices de medición se
presenta en la Figura 2.

(a) (b)

Figura 2. (a)Descripción Algorítmica y (b)Diagrama de Flujo del Procesamiento de Datos de Mediciones de EM

2.2 Selección de características discriminantes

Una vez disponible el conjunto de datos D, el
siguiente paso a realizar es de entre todas las
mediciones, encontrar un subconjunto de valores
Dred = {((m/z)k, ik} , 1 < k < n en donde las inten-
sidades y relaciones masa a radio k–esimas deben ser
estadísticamente significativas en base a criterios que
prueben cuan elevado es el grado de discriminación in-
tergrupal que estas poseen.
Para esta etapa se ha diseñado una filtro estadístico que
combina la prueba de t–Student y U–Mann–Whitney.
El criterio de estas dos pruebas resulta ser complemen-
tario, ya que la primera asume que los grupos analiza-

dos poseen una distribución de probabilidad gaussiana,
mientras que la prueba de Mann–Whitney asume que la
distribución de probabilidad de los grupos analizados
es la misma, pero no impone la condición de que esta
sea gaussiana [35].

El proceso de filtrado se realiza sometiendo los datos de
los grupos de analisis G1 y G2 del conjunto D por se-
parado a cada una de estas pruebas estadísticas. De la
aplicación de estas pruebas se obtienen p–valores que
definen la probabilidad de variación en los ik-ésimos va-
lores de intensidades de las mediciones Mm, p–valores
cuya probabilidad tienda a cero indicarán variaciones
en cuyos valores de intensidad reside un alto poder de
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discriminación intergrupal. Es muy complicado definir
cuantos de estos valores son necesarios para definir los
patrones de biomarcadores, sin embargo es posible es-
timar cuantos de estos valores disminuyen al máximo
el error de discriminación intergrupal en base al uso de
algoritmos de clasificación supervisada.
Los algoritmos de clasificación supervisada han sido
ampliamente utilizados en las aplicaciónes relativas al
análisis de datos de espectrometría de masas [36–39].
Sin embargo algoritmos basados en la teoría de bayes,
vectores de soporte de máquina, k-vecinos cercanos, e

incluso las redes neuronales exigen un procesamiento
adicional para cambiar las características originales del
conjunto D a las exigidas como parámetros de entrada
de estos algoritmos. Este procesamiento adicional limi-
ta la cantidad de información que puede ser extraída de
los conjuntos, ya que los grupos analizados deben ser
estadísticamente suficientes, la matriz del conjunto de
datos debe ser cuadrada, no negativa, e invertible. Estas
limitaciones son solucionadas a través de los algoritmos
basados en Boosting–Learning sobre árboles de decisión
binarios.

(a) (b)

Figura 3. (a)Descripción Algorítmica y (b)Diagrama de Flujo del Proceso de Selección de Características Discriminantes

En cada una de las pruebas se producen dos vectores de
p–valores independientes, p1 y p2, de dimensión n. A
continuación, con cada uno de estos vectores se estiman
Funciones de Probabilidad, sobre las cuales se fija un
valor aproximado η de pares de {((m/z)k, ik}, cuya va-
lor p tienda a ser cero. Luego para los p–valores de las
dos pruebas estadisticas se modelan dos clasificadores
binarios usando el algoritmo de AdaboostM.1 en base
a los grupos de análisis G1 y G2, de donde se obtienen

de manera aleatoria las mediciones que formarán parte
de los conjuntos de entrenamiento y prueba del clasifi-
cador modelado. En cada una de las pruebas, una vez
establecida la estructura del clasificador, iterativamente
se va cambiando la dimensión de los conjuntos de en-
trenamiento y prueba desde 1 hasta η, a fin de encontrar
un punto de inflexión en ς pares de {((m/z)k, ik} donde
el error de clasificación sea mínimo antes de la presen-
cia de infraentrenamiento o sobreentrenamiento en los
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clasificadores. La resolución del paso de iteración de-
penderá de la capacidad computacional disponible, sin
embargo, se puede partir de una resolución determina-
da e ir aumentándola, el punto de inflexión del error de
clasificación no cambia, de esta forma se puede conse-
guir un número preciso de pares {((m/z)k, ik} con un
alto grado de discriminación intergrupal.
Aquí nace un nuevo subconjunto, fijado por el punto de
inflexión del rendimiento de los clasificadores. En este
nuevo subconjunto se desecharán las características que
producen errores de clasificación, normalmente origina-
das por problemas de ruido que no pudo ser filtrado
en etapas anteriores. En este punto se han definido zo-
nas de biomarcación donde los pares de {((m/z)k, ik}
tienden a ser redundantes, para eliminar esta redun-
dancia adicionalmente a los filtros se realizó un agru-

pamiento de datos en función del promedio de los ín-
dices de {((m/z)k} definidos por el punto de inflexión
en ς pares. El agrupamiento se realiza buscando un nú-
mero de grupos en función de las medias de cada una
de las zonas marcadas anteriormente. En la última par-
te se toman los dos índices más cercanos a la media
de las zonas marcadas desechando los demás. De esta
forma se elimina información redundante y se fortale-
ce el modelamiento de los clasificadores con un núme-
ro de pares {((m/z)k} de un alto grado de discrimina-
ción intergrupal. Finalmente se combinan los índices de
los pares {((m/z)k, ik} de cada una de las pruebas es-
tadísticas, obteniendo asi el conjunto reducido de datos
Dred = {Im×k, M/Z}. Este procedimiento se muestran
en las Figuras 3 y 4.

(a) (b)

Figura 4. (a)Descripción Algorítmica y (b)Diagrama de Flujo del Proceso de Selección de Características Discriminantes (cont. . . )

2.3 Validación de características discriminantes

La validación de los patrones detectados en la sección
anterior se hacen usando tres clasificadores indepen-
dientes, Adaboost, TotalBoost y LPBoost, donde en ca-
da uno de estos se medirán los errores de clasificación
usando validación cruzada y adicionalmente pruebas
con muestras externas. Esta etapa consiste básicamente
en la modelación de los clasificadores usando el conjun-
to Dred, medir su rendimiento, eliminar los predictores
deficientes, luego volver a evaluar el rendimiento de los
clasificadores. El modelamiento de los clasificadores y la
eliminación de predictores deficientes mejoran el rendi-
miento de los clasificadores modelados. El rendimiento
final es comparado entre los tres clasificadores a fin de

medir la efectividad de los pares {((m/z)k, ik} seleccio-
nados en la sección anterior.

Adaboost se define básicamente como una metodolo-
gía de aprendizaje mediante la cual se toma un algorit-
mo de clasificación sencillo y se la aplica iterativamen-
te un número determinado de veces en forma secuen-
cial, donde en cada iteración se mejora el error de clasi-
ficación, logrando rendimientos superiores a la aplica-
ción de complejos algoritmos de clasificación. El algo-
ritmo usado en esta etapa es la variante Adaboost.M1
usada en de conjuntos de datos de dos grupos. En es-
te artículo, se aplica este algoritmo en función de las
m disponibles, para lo cual, primeramente hay que se-
parar el conjunto total Dred en 3 subconjuntos de for-
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ma aleatoria, entrenamiento (mT), pruebas en valida-
cion cruzada(mVC) y pruebas externas(mVE). Una vez
realizada esta separación, se asume las (mT) medicio-
nes posee {I1, I2, . . . , ImT} vectores de intensidad aso-
ciadas a un predictor p, dichas intensidades están eti-
quetadas con un vector y = {+1,−1}, donde +1 eti-
queta las mediciones del grupo G1 y −1 las medi-
ciones del grupo G2. El clasificador h((mT) se obten-
drá al entrenar un clasificador simple, en este artícu-
lo, un árbol de desición de dos ramales o binario. El
error de clasificación de h((mT) estara definido por ϵ =

1
mT

∑mT
i=1 I(yi ̸= h((mT)). La función I(yi ̸= h((mT)) es

1 si se hubo acierto en la clasificación y 0 si hubo error.
Este proceso se repite β veces, donde el clasificador fi-
nal H será la combinación de todos los clasificadores
h((mT)β en función de un vector de ponderación Bβ.
El clasificador final estará definido por H(h((mT)) =

sign
(

∑
β
i=1 Bih(mT)i

)
, en este caso la función signo de-

fine si el elemento clasificado pertenece al G1 o al G2
mediante el mapeo en y = {+1,−1} [33]. TotalBoost y
LPBoost son dos variantes de Adaboost, que no necesi-
tan el parámetro β para su entrenamiento, ya que bus-
can una solución óptima y limitan el número de intera-
ciones en el entrenamiento de manera automática. Estos
dos algoritmos son ideales para conjuntos limitados de
datos, lo que los hace útiles en las aplicaciónes estudia-
das en este artículo, donde es muy dificil disponer de
enormes cantidades de mediciones de EM. LPBoost en

comparación a Adaboost y Totalboost converge mas rá-
pido hacia una solución final [40].
En la evaluación del rendimiento de esta etapa se usan
dos métodos independientes, la validación cruzada y
pruebas de clasificación usando muestras externas.El
usar dos metodologías de evaluación del rendimien-
to en los clasificadores modelados robustece los resul-
tados obtenidos. Una tendencia común a disminuir el
error de clasificación en los tres clasificadores, indica
que los datos escogidos tienen un alto grado de discri-
minación inter–grupal, el caso contrario en cualquiera
de estas dos pruebas sera muestra suficiente sobre – en-
trenamiento o de infra – entrenamiento en el comporta-
miento de los clasificadores. Además de evidenciar los
efectos del infraentrenamiento y sobreentrenamiento, la
combinación de estas dos pruebas de rendimiento limi-
tan encontrar falsos positivos o falsos negativos en las
muestras analizadas, factor que resulta trágico en este
tipo de aplicaciones. En la Figura 5 se presenta la aplica-
ción de estos algoritmos en la metodología desarrollada
en este artículo.

3. PRUEBAS DE LA METODOLOGÍA PROPUESTA

Las pruebas de la metodología descrita en este artícu-
lo fueron realizadas en Matlab usando el Bioinformatics
Toolbox, Statistics Toolbox y el y el Optimization Toolbox,
en una plataforma de hardware con Windows 7, veloci-
dad de procesamiento de 2,4[GHz] y 12[GB] de memo-
ria RAM.

(a) (b)

Figura 5. (a)Descripción Algorítmica y (b)Diagrama de Flujo de la Validación de los Patrones de Biomarcación
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Los resultados obtenidos se muestran a continuación
dividos en la prueba de validación cruzada y pruebas
de muestras externas respectivamente. En cada una de
las curvas de error de clasificación mostradas, se puede

ver claramente que los resultados muestran resultados
prometedores sobre la metodología, cuyo rendimiento
es superior al 95 % en simulaciones validadas en forma
cruzada.

3.1 Resultados usando validación cruzada

Figura 6. Patrones de Biomarcadores(54 pares detectados) – Conjunto OvarianCD_PostQAQC.zip

Figura 7. Patrones de Biomarcadores(93 pares detectados) – Conjunto Arcene

3.2 Resultados usando muestras externas

En las pruebas realizadas con muestras externas se realizaron clasificaciones de datos con los modelos generados
obteniendose los siguientes resultados:

Grupos Clasificación
Correcta

Clasificación
erronea

Normal 28 1
Cancer 29 2

Cuadro 1. Conjunto OvarianCD_PostQAQC5.zip

Grupos Clasificación
Correcta

Clasificación
erronea

Grupo 1 305 5
Grupo 2 387 3

Cuadro 2. Conjunto Arcene
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El error de clasificación en las pruebas realizadas con
cada uno de los conjuntos analizados se calcula su-
mando el número de aciertos incorrectos y dividiendo
esto para el número de aciertos correctos. Para Ova-
rianCD_PostQAQC5.zip y Arcene el error de clasifica-
ción obtenido fue de 5,263 % y 1,156 % respectivamente.

4. ANÁLISIS DE RESULTADOS

Los resultados obtenidos al analizar los conjuntos Ova-
rianCD_PostQAQC.zip y Arcene usando la metodología
descrita en este artículo reflejan la efectividad de esta
al alcanzar rendimientos superiores al 95 % de efectivi-
dad. Las curvas de medición de error usando validación
cruzada reflejan además que los clasificadores modela-
dos usando los datos del conjunto Dred poseen una gran
resistencia a los efectos del infraentrenamiento y sobre-
entrenamiento, lo que disminuye la probabilidad de de-
tección de falsos positivos o negativos.

5. TRABAJOS FUTUROS

Debido a la versatilidad de la EM como técnica de ad-
quisición de datos, asi como también de la metodología
propuesta en este trabajo, se plantean las siguientes li-
neas de investigacion basadas en este artículo:

1. Complementar la metodología descrita en este traba-
jo con la traducción de los biomarcadores a proteínas
y antígenos.

2. Análisis de la composición química de plantas me-
dicinales usadas en el tratamiento de enfermedades
crónicas. [41,42]. La EM permite obtener información
muy precisa acerca de la composición química de las
muestras analizadas, en base a bibliotecas de com-
puestos quimicos disponibles en internet se puede
aplicar la metodología propuesta en este trabajo para
realizar busquedas exaustivas de estos compuestos
en plantas medicinales endémicas de Ecuador [43].

3. Implementar la metodología usada en plataformas
de supercomputación en donde se pueda controlar
la dimensión del conjunto de datos analizados, pu-
diendo elevar la resolución de las mediciones de es-
tos sin sacrificar el tiempo de procesamiento, memo-
ria, ni otros recursos computacionales.

6. CONCLUSIONES

• La metodología propuesta en este trabajo es senci-
lla y requiere una supervisión mínima. No es nece-
sario definir arbitrariamente un número de posi-
bles características del conjunto analizado, ya que

la metodología define por si sola el número de po-
sibles características de los patrones de biomarca-
dores.

• La combinación de la t–test y Mann–Whitney U test
en el filtro estadístico propuesto en este artícu-
lo resulta poderosa a la hora de extraer informa-
ción. Ambas pruebas estadísticas definen un nú-
mero menor de zonas de interés en comparación
a cuando se las combina. El número de zonas de
interés definido por la combinación de estas técni-
cas ofrece una mayor cantidad de información so-
bre posibles patrones de biomarcadores, los cua-
les presentan mayor resistencia a los feńomenos
de infraentrenamiento y sobreentrenamiento en el
modelamiento de sistemas de clasificación de da-
tos.

• La sencillez de la metodología presentada en este
trabajo presenta cualidades para ser optimizada e
implementada en plataformas basadas en tarjetas
procesadoras gráficas. Los cálculos realizados son
básicamente operaciones numéricas sobre matri-
ces masivas.
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